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REVIEW OF COMPUTATIONAL OPTIMIZATION METHODS  

IN NEURAL NETWORKS FOR RECONFIGURABLE  
COMPUTING SYSTEMS 

S. Poslavskiy, D.V. Shashev  
National Research Tomsk State University 

 
Deep learning has made various breakthroughs in cognition tasks. However, 

deep learning neural networks, by nature, are not only computation-intensive but 
also memory-intensive. Therefore, most of the existing deep learning applications 
are cloud-based, which then raises the concern of latency, efficiency, and bandwidth 
consumption. It is critical to tune the neural network models to accelerate the execu-
tion of deep learning applications on embedded systems. Even with the break-
throughs in the FPGAs or ASICs tailored for deep learning, it is proven necessary to 
enhance the neural network models using modern computational optimization ap-
proaches for more efficient execution.   

Keywords: neural networks, computational efficiency, network pruning, quanti-
zation. 

 
Области развития и применения алгоритмов и моделей глубокого 

обучения продолжают расширяться колоссальными темпами вот уже 
последние несколько лет. Это особенно заметно в таких областях, как 
визуальное распознавание и детектирования объектов, сегментация 
изображения и обработки естественного языка.  

На текущий момент многие из таких моделей и алгоритмов пре-
взошли экспертный уровень в точности и скорости работы и продол-
жают устанавливать новые стандарты и эталоны в широком спектре 
задач при проектировании интеллектуальных систем. Однако слож-
ность вычислений в таких моделях имеет явно выраженную тенден-
цию возрастать, что ведет к значительному количеству ограничений и 
условностей, когда дело касается разработки приложений для энерго-
сберегающих встраиваемых устройств с низкой задержкой отклика и 
перестраиваемой структурой. В приложениях для встраиваемых сис-
тем с перестраиваемой архитектурой вычислительная энергоэффек-
тивность и производительность обычно сильно ограничена уже на ста-
дии проектирования, что фактически исключает использование боль-
шинства ресурсоемких подходов глубокого обучения [1].  
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При создании производительных алгоритмов глубокого обучения в 
таком классе приложений, принято выделять несколько основных фак-
торов: 

− вычислительная сложность. Сложность производимых вычис-
лений должна учитывать объем доступных ресурсам встраивае-
мых систем и оптимально их использовать с точки зрения энер-
гоэффективности. 

− архитектурная сложность. Архитектура модели должна удовле-
творять ограничениям ресурсов встраиваемых систем. 

− предсказательная эффективность. Точность прогнозирования 
при уменьшении вычислительной сложности должна удовле-
творять требованиям того или иного спектра решаемых задач 
[2, 3]. 

На текущий момент глубокие нейронные сети (DNN) являются 
наиболее распространенными моделями машинного обучения. В зада-
чах повышения эффективности DNN и оптимизации вычислений для 
перестраиваемых вычислительных систем можно выделить несколько 
методов. 

1. Квантование нейронных сетей. Квантование для глубокого обу-
чения – это процесс аппроксимации нейронной сети, исполь-
зующей числа с плавающей запятой, нейронной сетью с числа-
ми с малой разрядностью. Это значительно снижает требования 
к памяти и вычислительные затраты при использовании ней-
ронных сетей. Выбранное представление весов способствует 
более быстрым вычислениям с возможностью интеграции 
принципиально новых и менее требовательных к вычислениям 
арифметических или логических операций [4]. 

2. Network Pruning. Network Pruning – популярный подход к 
уменьшению нагрузки в глубоких сетях для получения эквива-
лентной облегченной формы за счет удаления избыточности. В 
этом подходе сложная сверхпараметрическая сеть сначала обу-
чается, затем сокращается на основе некоторых критериев и, на-
конец, производится параметрическая настройка для достиже-
ния сопоставимой производительности, но с уменьшенным ко-
личеством параметров сети. Удаленные части варьируются от 
локальной шкалы индивидуальных весов до более глобальной 
шкалы нейронов, каналов или даже целых слоев. 

3. Бинарные нейронные сети (BNN). Целью бинаризации является 
представление весов с плавающей запятой и / или функций ак-
тивации с использованием квантования их значений в 1-битное 
представление. С двоичными значениями BNN могут произво-
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дить вычисления с использованием побитовых операций, что 
существенно сокращает время их выполнения. Также, такой ме-
тод дает возможность значительно сократить размеры моделей 
BNN намного меньше, в сравнении с их аналогами с плавающей 
запятой. Хотя точность модели BNN, как правило, ниже, чем у 
моделей с плавающей запятой, современные методы бинариза-
ции и обучения BNN постепенно сокращают разрыв в точности 
и становятся более точными на больших наборах данных, таких 
как ImageNet. Стоит отметить, что на текущий момент BNN 
также являются наиболее подходящими и популярными архи-
тектурами для реализации моделей глубокого обучения на 
FPGA и ASIC из-за их высокой вычислительной производи-
тельности. Квантование весов и функций активации до 1 бита 
также позволяет строить классические сверточные и полносвяз-
ные слои DNN с использованием математического аппарата, ос-
нованного на битовых или логических операциях, что позволяет 
добиться значительного увеличения скорости выполнения опе-
раций и значительно сократить количество занимаемой память 
[5, 6]. 

Таким образом, мы выделили три основных направления исследо-
ваний в области оптимизации вычислений в нейронных сетях для пе-
рестраиваемых вычислительных систем, а именно: квантование, 
network pruning и бинаризация нейронных сетей. Данные методы в 
целом и их частные реализации зачастую являются ортогональными и 
могут использоваться совместно для достижения, потенциально, еще 
более лучших результатов в различных задачах с акцентом на произ-
водительность и энергоэффективность. 
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